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BAB VI 

KESIMPULAN DAN SARAN 

6.1. Kesimpulan 

Penelitian ini melakukan analisis komparatif terhadap tiga model prediksi 

harga cryptocurrency, yaitu ARIMA, XGBoost, dan CNN-BiLSTM, yang 

diterapkan pada tiga aset digital: Bitcoin (BTC), Ethereum (ETH), dan BNB. 

Berdasarkan hasil implementasi dan evaluasi yang telah dilakukan, dapat 

disimpulkan sebagai berikut. 

Pertama, XGBoost dan CNN-BiLSTM secara konsisten mengungguli 

ARIMA pada seluruh aset dan metrik error. ARIMA menghasilkan MAPE diatas 

9% dengan R2 mendekati nol atau negatif, mengindikasikan ketidakmampuan 

model linier dalam menangkap pola nonliniear data cryptocurrency. Sebaliknya, 

XGBoost dan CNN-BiLSTM menghasilkan MAPE di bawah 3% dengan R2 diatas 

0,96, konsisten pada data pengujian 2025 maupun data baru Januari-Maret 2026. 

Kedua, XGBoost unggul dalam efisiensi komputasi dengan training time 

53-75 detik dan inference time 37-65 ms, dibandingkan CNN-BiLSTM yang 

membutuhkan 145-187 detik training dan 664-835 ms inference time. 

Ketiga, CNN-BiLSTM mencatat error terendah untuk BTC (MAPE 1.59%) 

dan BNB (MAPE 1,90%), sementara XGBoost unggul untuk ETH (MAPE 2,73%). 

Secara keseluruhan, XGBoost merupakan model paling optimal berdasarkan trade-

off antara error prediksi dan efisiensi komputasi. 

6.2. Saran 

Berdasarkan temuan dan keterbatasan yang ditemui selama penelitian, 

berikut disampaikan beberapa rekomendasi untuk pengembangan lebih lanjut dan 

penerapan praktis. 

Bagi peneliti atau pengembang yang ingin melanjutkan penelitian ini, 

disarankan untuk memperluas cakupan data pelatihan dengan rentang waktu yang 

lebih panjang. Data yang digunakan dalam penelitian ini berjumlah sekitar 2.100 

baris, yang relatif terbatas terutama untuk model deep learning seperti CNN-
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BiLSTM yang umumnya membutuhkan volume data yang lebih besar agar dapat 

mempelajari representasi temporal yang lebih kaya. Selain itu, eksplorasi fitur 

tambahan berbasis data on-chain, seperti jumlah transaksi aktif, hash rate, atau 

metrik jaringan lainnya. Berpotensi meningkatkan kualitas sinyal input dan 

memberikan perspektif yang lebih komprehensif terhadap dinamika harga. 

Pengembangan ke depan juga dapat mempertimbangkan penggunaan arsitektur 

yang lebih mutakhir seperti Transformer atau model hybrid berbasis attention yang 

lebih dalam. 

Bagi pengguna atau pemangku kepentingan yang ingin menerapkan model 

ini secara praktis, model XGBoost dan CNN-BiLSTM yang dikembangkan dalam 

penelitian ini paling sesuai digunakan untuk prediksi harga jangka pendek (H+1). 

Karakteristik prediksi satu langkah ke depan dengan tingkat error yang rendah 

menjadikan model ini berpotensi bermanfaat bagi para trader yang mengandalkan 

strategi scalping atau swing trading jangka pendek. Namun demikian, pengguna 

perlu memahami bahwa model ini dilatih pada pola historis dan tidak 

memperhitungkan faktor eksternal seperti sentimen pasar, regulasi, atau kejadian 

makroekonomi yang dapat menyebabkan pergerakan harga yang tidak terduga. 

Oleh karena itu, hasil prediksi model sebaiknya digunakan sebagai salah satu 

referensi analisis, bukan sebagai satu-satunya dasar pengambilan keputusan 

investasi. 
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