BAB 5
Kesimpulan dan Saran

5.1 Kesimpulan
Berdasarkan eksperimen, analisis data, dan regresi yang telah dilakukan,

maka kesimpulan yang dapat diambil dari penelitian ini adalah:

1. Telah berhasil mempersiapkan data indeks saham IHSG dan 5 indeks
sektoral yakni agrikultur, finansial, infrastruktur, pertambangan, dan
properti dengan menggunakan metode penambangan data temporal.
Data tersebut disiapkan dengan melakukan normalisasi. Pengolahan
data menggunakan RNN-LSTM dengan Hidden Layer yang dimulai
dari 2 hingga 10 dan di optimasi oleh ADAM optimizer.

2. Telah berhasil menemukan model yang tepat dalam melakukan
prediksi pada data yang diolah menggunakan metode penambangan
data temporal. Prediksi regresi dilakukan dengan menggunakan
algoritma Long Short Term Memory dengan Hidden Layer 6 dan
ADAM Optimizer. Pada Optimizer sendiri, jenis Optimizer yang
digunakan berjumlah 6 yaitu ADAM, ADAMAX, ADAGRAD,
NADAM, ADADELTA, dan SGD. Hasil galat RMSE terendah
didapatkan dengan menggunakan Optimizer ADAM. Dari hasil uji
coba dan analisa masing-masing indeks saham maka dapat
disimpulkan bahwa peramalan saham menggunakan RNN-LSTM ini
memiliki persamaan dimana jumlah Hidden Layer pada Neural
Network yang menghasilkan galat terendah adalah 6. Namun hasil uji
akan memiliki galat yang berbeda — beda. Dimana untuk IHSG
memiliki RMSE Training sebesar 29.4404 dengan MAE sebesar
23.2666. Untuk indeks saham agrikultur memiliki RMSE Training
sebesar 30,1267 dengan MAE sebesar 17,3455. Untuk indeks saham
finansial memiliki RMSE Training sebesar 4,1733 dengan MAE
sebesar 3,7316. Untuk indeks infrastruktur memiliki RMSE Training -
sebesar 9.3361 dengan MAE sebesar 6,3399. Untuk indeks saham
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pertambangan memiliki RMSE Training sebesar 40,8074 dengan MAE
sebesar 22,6627. Untuk indeks saham properti memiliki RMSE

Training sebesar 2,2995 dengan MAE sebesar 2,0085.
5.2 Saran

Pada penelitian selanjutnya, peneliti dapat mencoba menggunakan metode
yang lain dalam memproses data temporal. Disarankan juga melakukan hybrid

pada algoritma LSTM dengan algoritma lain seperti rough-set, genetic
programming, dll, untuk menghasilkan model prediksi yang lebih baik. Selain itu,
dapat juga mencoba untuk sumber data temporal yang lainnya seperti indeks

perusahaan yang lebih spesifik seperti indeks saham BCA, Ciputra, dli.

Pelajari permasalahan yang ingin diselesaikan dan pahami dasar teori
dengan baik terlebih dahulu. Hindari penggunaan resampling karena hal tersebut
memanipulasi data sebenarnya. Kemudian ketika membentuk model regresi

perhatikan juga aspek lain yang mempengaruhi hasil galat.
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LAMPIRAN

Lampiran 1 — Pseudocode
data = pd.read csv('IHSG.csv')
stringTanggal = data.loc[:, 'Tanggal’']

dateparse = lambda dates: pd.datetime.strptime(dates, '%d-%m-
gY')

data = pd.read csv('IHSG.csv', parse dates=['Tanggal'],
index_col='Tanggal',date_parser=dateparse)

# Konversi data array kebentuk matriks
def create_dataset (dataset, look back=1):
dataX, dataY = [}, []
for i in range(len(dataset)-look back-1):
a = dataset[i: (i+look back), 0]
dataX.append(a)
dataY.append(dataset[i + look back, 0])
return numpy.array(dataX), numpy.array(dataY)
numpy . random. seed (12)
# Memanggil dataset

dataframe = read csv('IHSG.csv', usecols=[1],
engine='python', skipfooter=3)

dataset dataframe.values

dataset

dataset.astype('float32"')

# Normalisasi

scaler = MinMaxScaler (feature range=(0, 1))
dataset = scaler.fit transform(dataset)

# Membagi data training dan test
train_size = int(len(dataset) * 0.70)

test size - len(dataset) - train_size

train, test = dataset[0:train size,:],
dataset([train_size:len(dataset),:]

# Membentuk time series X=t and Y=t+l
trainX, trainY = create_dataset(train, look back)

testX, testY = create_dataset(test, look back)
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# Membentuk input menjadi ([samples, time steps, features]

trainX = numpy.reshape(trainX, (trainX.shape[0], 1,
trainX.shape([1]))

testX = numpy.reshape (testX, (testX.shape[0], 1,
testX.shape[l]))

# Membuat Jaringan LSTM dengan 6 Hidden Layer

model = Sequential ()

model.add (LSTM(6, input shape=(1, look_back)))

model.add (Dense (1))

model.compile (loss="mean squared error', optimizer='adam')
model.compile (loss='mae', optimizer='adam')

model.fit(trainX, trainY, epochs=100, batch size=1,
verbose=2) '

# Membuat prediksi berdasarkan model LSTM
trainPredict = model.predict (trainX)

testPredict = model.predict (testX)

# Melakukan invert

trainPredict = scaler.inverse transform(trainPredict)
trainY = scaler.inverse transform({trainY])
testPredict = scaler.inverse transform(testPredict)

testY = scaler.inverse transform([testY])

# Mneghitung mean absolute error

trainScore = mean absolute error(trainY[O0],
trainPredict[:,0])

print ('Train Score: %.4f RMSE' % (trainScore))
from scipy.stats import linregress

testScore = mean_absolute error(testY[0], testPredict([:,0])

print ('Test Score: %.4f RMSE' % (testScore))
# Menghitung root mean squared error

trainScore = math.sqrt (mean squared error(trainY[0],
trainPredict[:,0]))

print ('Train Score: %.4f RMSE' % (trainScore))

testScore = mean_absolute error(testY(0], testPredict(:,0])
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testScore = math.sqrt(mean_squared_error (testY[0],
testPredict(:,0]))

print ('Test Score: %£.4f RMSE' % (testScore))
# Menghitung Pearson Coeffisient Correlation
linregress (testY[0], testPredict[:,0])

# Menyiapkan data training untuk plot
trainPredictPlot = numpy.empty like(dataset)
trainPredictPlot[:, :] = numpy.nan

trainPredictPiot[look_back:len(trainPredict)+look_back, 1] =
trainPredict

4 Menyiapkan data test untuk plot
testPredictPlot = numpy.empty_ like(dataset)
testPredictPlot([:, :] = numpy.nan

testPredictPlot[len(trainPredict)+(look back*2)+l:len(datase
t)-1, :] = testPredict

testPredict
# Membentuk plot dari data asli dan hasil prediksi
plt.plot(scaler.inverse transform(dataset))
plt.plot(trainPredictPlot)
plt.plot (testPredictPlot)
plt.grid(True)
plt.show()
print (model.summary())
# Parsing tanggal
def parser(x):
return datetime.strptime (x,'%d-%m-3Y")

# Konversi dari time series ke supervised learning

def series_to_supervised(data, n_in=1, n out=1,
dropnan=True) : B

nvars = 1 if type(data) is list else
data.shape(1]

df = DataFrame (data)

cols, names = list(), list{()
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# input sequence (t-n, ... t-1)
for i in range(n_in, 0, -1):
cols.append(df.shift(i))

names += [('var%d(t-%d)' % (j+1, i)) for j in
range (n_vars) |

# Meramalkan sekuens kedepan (t, t+l, ... t+n)
for i in range(0, n_out):
cols.append(df.shift(-i))
if i ==
names += [('var%d(t)' % (j+1)) for j in
range(n_vars) ]
else’

: names += [('var®d(t+id)' % (j+1, i)) for
j in range(n_vars)]

# put it all together
agg = concat(cols, axis=1)
agg.columns = names
# drop rows with NaN values
if dropnan:
agg.dropna (inplace=True)
return agg
# Membuat interval pada seri data
def difference(dataset, interval=l):
diff = list()
for i in range(interval, len{(dataset)):
value = dataset[i] - dataset[i - interval]
diff.append(value)
return Series(diff)

# Transformasi menjadi train and test untuk supervised
learning

def prepare data(series, n_test, n lag, n seq):
# extract raw values
raw_values = series.values

# transform data to be stationary
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diff series difference(raw_values, 1)

diff values = diff series.values

diff values =
diff_values.reshape(len(diff_values), 1)

# Normalisasi untuk supervised learning -1, 1
scaler = MinMaxScaler (feature_range=(-1, 1))

scaled values = scaler.fit transform(diff values)

scaled_values =
scaled_values.reshape(len(scaled values), 1)

# Transformasi ke supervised learning problem X, y

supervised = series to supervised(scaled values,
n_lag, n_seq)

supervised values = supervised.values -
# split into train and test sets

train, test = supervised values[0:-n_test],
supervised values[-n test:]

return scaler, train, test
#Membuat jaringan LSTM untuk mengolah data training

def fit lstm(train, n lag, n_seq, n_batch, nb_epoch,
n_neurons) :

# reshape training into [samples, timesteps,
features]

X, y = train[:, 0:n_lag], train[:, n_lag:]
X = X.reshape (X.shape[0], 1, X.shape[l])

# design network

model = Sequential ()

model.add (LSTM(n_neurons,
batch _input shape=(n batch, X.shape[l], X.shape[2]),
stateful=True))

model.add(Dense(y.shape(l]))

model.compile (loss='mean_squared error',
optimizer="'adam')

# fit network
for i in range(nb epoch):

model.fit (X, y, epochs=1, batch size=n batch,
verbose=0, shuffle=False)
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model.reset states()
return model
# Peramalan dengan LSTM,
def forecast_lstm(model, X, n batch):

# reshape input pattern to [samples, timesteps,
features]

X = X.reshape(l, 1, len(X))
# make forecast
forecast = model.predict (X, batch size=n batch)
# convert to array
return [x for x in forecast[0, :]]
# Evaluasi model model

def make forecasts(model, n_batch, train, test, n_lag,
n_seq):

forecasts = list ()
for i in range(len(test)):
X, y = test[i, 0:n lag], test[i, n_lag:]
# make forecast
forecast = forecast lstm(model, X, n_batch)
# store the forecast
forecasts.append (forecast)
return forecasts
# Inversi
def inverse difference(last_ob, forecast):
# invert first forecast
inverted = list{()
inverted.append (forecast [0] + last ob)

# propagate difference forecast using inverted
first value

for i in range(l, len(forecast)):

inverted. append(forecast[i] + inverted[i-1])

return inverted

def inverse transform(series, forecasts, scaler,
n_test):
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inverted = list()
for i in range(len(forecasts)):

# Membuat array dari hasil peramalan

forecast array(forecasts[i])

forecast forecast.reshape(l, len(forecast))
# inversi dari proses scaling

inv_scale .- =
scaler.inverse transform(forecast)

inv_scale = inv_scale[0, :]

# inversi dari selisih data

index = len(series) - n test + i -1
last ob = series.values[index]

inv _diff = inverse difference(last _ob,
inv_scale)

# Penyimpanan hasil inversi
inverted.append (inv diff)
return inverted
# Evaluasi dengan RMSE untuk tiap time-step
def evaluate forecasts(test, forecasts, n_lag, n_seq):
for i in range(n seq):
actual = [row[i] for row in test]

predicted = [forecast[i] for forecast in
forecasts]

rmse
predicted))

sqrt (mean_squared error(actual,

print ('t+%d RMSE: %f' % ((i+1), rmse))
# plot peramalan dalam konteks data sebenarnya
def plot forecasts(series, forecasts, n_test):
# plot the entire dataset in blue
pyplot.plot (series.values)
# plot the forecasts in red
for 1 in range(len(forecasts)):
off s = len(series) - n test + i - 1

off e = off s + len(forecasts[i]) + 1

57



Xaxis [x for x in range(off s, off e)]

yaxis [series.values[off s]] + forecasts[i]
pyplot.plot (xaxis, yaxis, color='red')
# show the plot
pyplot.show ()
# Memuat dataset

series = read csv('reversed agri 2000.csv', header=0,
parse_dates=[0], index col=0, squeeze=True,
date parser=parser)

# konfigurasi proses LSTM

n_lag = 6
n_seq = 21
n _test =1

n_epochs = 1000
n batch = 1
n_neurons = 6

# Persiapan data

scaler, train, test = prepare data(series, n_test,
n_lag, n_seq)

# Model

model = fit lstm(train, n_lag, n_seq, n_batch,

n_epochs, n_neurons)
# Peramalan

forecasts = make forecasts(model, n batch, train, test,
n_lag, n_seq)

# inverse transform dari peramalan dan test

forecasts = inverse transform(series, forecasts,
scaler, n_test+2)

actual = [row[n lag:] for row in test]

actual = inverse_transform(series, actual, scaler,
n test+2)

# evaluasi peramalan
evaluate_forecasté(aCfual, forecasts, n_lag, n_seq)
# plot peramalan -

plot forecasts(series, forecasts, n’ test+l)
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