
 

96 
 

BAB VI 

Penutup 

  

 

6.1 Kesimpulan 

Pada penelitian tugas akhir ini telah di lakukan implementasi prosedur untuk 

pemodelan dan mengidentikasikasi peformansi dari model untuk memprediksi. 

Sehingga analisis yang detail telah di lakukan pada masing-masing observasi dari 

data dan model. Dengan membentuk sebuah skenario berdasarkan variasi antara 

dataset dan arsitektur pada masing-masing model sehingga dapat di uraikan secara 

detail. Berikut kesimpulan yang di dapat : 

1. Proses pelatihan menggunakan arsitektur LSTM memiliki pola 

pembelajaran yang lebih stabil di bandingkan dengan arsitektur RNN. 

2. Proses pelatihan menggunakan LSTM membutuhkan waktu komputasi 

lebih lama dan kompleks. 

3. Hasil prediksi menunjukkan proses prediksi menggunakan skenario 4, 5, 

7, 8, 13, 14, 16, dan 17 menghasilkan nilai prediksi yang lebih baik dan 

tidak menemui overfitting. 

4. Hasil prediksi juga menunjukan semakin besar ukuran data training 

sample pada proses pelatihan, maka semakin  kecil nilai RMSE, dengan 

nilai RMSE terkecil yaitu 3,7 pada model LSTM dan 4,2 pada model 

RNN menggunakan dataset harian. 

5. Menambah lebih dari satu unit pada hidden layer dapat meningkatkan 

kemampuan belajar pada model, namun model memiliki potensi 

menemui overfitting jika menambahkan lebih dari satu unit pada output 

layer. 

6. Penerapan metode lag time pada sample data dapat meningkatkan 

kemampuan pada model untuk mempelajari pola pada data deret waktu, 

dengan lag time terbaik yaitu tujuh lag pada feature dan satu lag pada 

label. 
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6.2 Saran 

Pada penelitian tugas akhir ini masih banyak terdapat kekurangan dan perlu di 

kembangakan agar dapat membantu menyelesaikan permasalahan dunia nyata. 

Peramalan deret waktu (time series forecasting) memiliki tantangan yang sangat 

banyak namun memiliki berbagai jenis metode peramalan dari berbagai cabang 

ilmu yang dapat di gabungkan dan di variasikan. Berikut ini saran yang dapat di 

berikan untuk pengembangan lebih lanjut : 

1. Untuk meningkatakan akurasi pada model dapat menggunakan jumlah 

dataset yang lebih banyak lagi. 

2. Menerapkan dropout regulatazion pada bias, bobot, dan unit pada 

masing-masing layer. 

3. Menggunakan beberapa variasi activation function lain pada layer. 

4. Menerapkan analisis multivariate time series, menambah jumlah variabel 

terhadapa deret waktu yang lebih banyak lagi. Seperti independent  

variabel google index searching, data cuaca, data jumlah kedatangan 

wisatawan pada masing-masing jalur pendakian dan jumlah hari libur 

atau long week-end. 

5. Menerapakan variasi model deep learning lain seperti deep RNN/LSTM, 

bidirectional RNN/LSTM, Gating Recurrent Units (GRU) dan gabungan 

antara convulutional neural network (CNN) dan RNN atau LSTM. 

6. Menerapkan dan membangunan secara langsung sebuah sistem untuk 

pihak, atau deploy hasil pembangunan suatu model untuk TNGMb agar 

dapat menenerapkan real-time prediction dan membantu menajemen 

pengelolaan Tamana Nasional Gunung Merbabu. 
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