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HASIL DAN PEMBAHASAN 

 

Deteksi otomatis kekurangan unsur hara tanaman cabai telah berhasil 

dilakukan dan telah di uji menggunakan beberapa gambar yang telah disiapkan 

untuk pengujian dengan 3 arsitektur jaringan R-CNN. Dalam bab ini akan di 

paparkan hasil dari proses pelatihan data dari 3 arsitektur jaringan, lalu akan 

dilakukan pembandingan antara pelatihan dan testing akurasi 3 arsitektur jaringan 

tersebut. 

A. Hasil Pelatihan  

Pada bagian ini akan dipaparkan hasil pelatihan dari keseluruhan arsitektur 

jaringan dengan keseluruhan dataset menggunakan perangkat keras komputer 

seperti pada bagian alat dan bahan Bab III  dan 5000 epoch 

1. Pelatihan Dataset Cabai-Exp-1 Mask_RCNN_Inception V2 

Pada bagian ini akan dilihatkan hasil yang telah didapat setelah proses 

pelatihan dataset cabai-exp-1 menggunakan model jaringan Mask RCNN Inception 

V2 selesai dilakukan. Grafik total loss yang tersimpan pada log dapat dilihat pada 

Gambar 28. 

 

Gambar 28 Grafik Total Loss Cabai-Exp-1 Mask RCNN Inception V2 
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Pada Gambar 28 Grafik Total Loss Cabai-Exp-1 Mask RCNN Inception V2 

dilihat bahwa nilai akhir dari total loss yang didapat pada saat pelatihan adalah 

0.0588 Untuk durasi pelatihan dalam menyelesaikan epoch 5.000 adalah 17 menit 

55 Detik. 

2. Pelatihan Dataset Cabai-Exp-1 SSD Mobilenet V2 

Pada bagian ini akan dilihatkan hasil yang telah didapat setelah proses 

pelatihan dataset cabai-exp-1 menggunakan model jaringan SSD Mobilenet V2 

selesai dilakukan. Grafik total loss yang tersimpan pada log dapat dilihat pada 

Gambar 29. 

 

Gambar 29 Grafik Total Loss Cabai-Exp-1 SSD Mobilenet V2 

 

Pada Gambar 29. Grafik Total Loss Cabai-Exp- SSD Mobilenet V2 dilihat 

bahwa nilai akhir dari total loss yang didapat pada saat pelatihan adalah 2.4124 

Untuk durasi pelatihan dalam menyelesaikan epoch 5.000 adalah 43 menit 48 detik 

3. Pelatihan Dataset Cabai-Exp-1 SSDLite Mobilenet V2 

Pada bagian ini akan dilihatkan hasil yang telah didapat setelah proses 

pelatihan dataset cabai-exp-1 menggunakan model jaringan SSDLite Mobilenet V2 

selesai dilakukan. Grafik total loss yang tersimpan pada log dapat dilihat pada 

Gambar 30. 
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Gambar 30 Grafik Total Loss Cabai-Exp-1 SSDLite Mobilenet V2 

 

Pada Gambar 30. Grafik Total Loss Cabai-Exp-1 SSDLite Mobilenet V2 

dilihat bahwa nilai akhir dari total loss yang didapat pada saat pelatihan 

adalah1.8347 Untuk durasi pelatihan dalam menyelesaikan epoch 5.000 adalah 41 

Menit 45 Detik 

B. Analisa Hasil Pelatihan 

Pada bagian ini akan di paparkan analisa dari keseluruhan hasil training 

yang telah dilakukan. Seperti yang telah di jelaskan pada bagian 5 bab 4, training 

data dilakukan menggunakan perangkat keras (GPU NVIDIA GeForce GTX 1080). 

Hasilnya waktu training arsitektur jaringan Mask RCNN Inception V2 2x lebih 

cepat dengan arsitektur SSD Mobilenet V2. Pada Tabel 11 di paparkan detail 

perbandingan training data jaringan inception V2. 

Tabel 11 Hasil Pelatihan 

SSD Mobilenet V2 SSDLITE Mobilenet V2 
Mask RCNN Inception 

V2 

Total 

Loss 

Waktu 

(Menit) 

Total 

Loss 

Waktu 

(Menit) 

Total 

Loss 

Waktu 

(Menit) 

2.4124 43 1.8347 41 0.0588 17 

 

Dilihat dari Tabel 11 proses pelatihan yang paling cepat dan loss paling 

kecil adalah Mask RCNN inception V2 dengan rata-rata 17 menit. 
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C. Hasil pengujian 

Hasil pengujian dengan 23 gambar testing sesuai dengan Bab 3 bagian 6. 

Hasil ini merupakan pencocokan antara deteksi otomatis dan manual. Pada gambar 

dibawah memaparkan beberapa gambar sebelum dan setelah di uji. 

    

Gambar 31 Kiri : Sebelum Pengujian, Kanan : Setelah Pengujian Menggunakan 

Mask  RCNN Inception V2 

Pada gambar 31 arsitektur jaringan mask rcnn inception v2 mampu 

mengenali objek.sebagai kekurangan nitrogen dan potassium. Hasil ini sesuai 

dengan validasi pakar bahwa pada daun tersebut memiliki ciri kekurangan nitrogen 

terlepas ada kekurangan potassium pada daun tersebut.  
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Gambar 32 Kiri : Sebelum Pengujian, Kanan : Setelah Pengujian Menggunakan 

Mask  RCNN Inception V2 

Pada gambar 32 arsitektur jaringan mask rcnn inception v2 mampu 

mengenali objek.sebagai kekurangan sehat, potassium, nitrogen dan kalsium pada 

beberapa daun. Hasil ini sesuai dengan validasi pakar bahwa pada daun tersebut 

memiliki ciri daun sehat muncul pada daun yang di tandai oleh pakar. 

 

    
 

Gambar 33 Kiri : Sebelum Pengujian, Kanan : Setelah Pengujian Menggunakan 

Mask  RCNN Inception V2 

Pada gambar 33 arsitektur jaringan mask rcnn inception v2 mampu mengenali 

objek.sebagai kekurangan sehat, nitrogen dan kalsium. Hasil ini sesuai dengan 

validasi pakar bahwa pada daun tersebut memiliki ciri kekurangan kalsium pada 

daun yang di validasi oleh pakar. 
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Gambar 34 Kiri : Sebelum Pengujian, Kanan : Setelah Pengujian Menggunakan 

Mask  RCNN Inception V2 

Pada gambar 34 arsitektur jaringan mask rcnn inception v2 mampu mengenali objek 

sebagai sehat kekurangan nitrogen, kalsium dan potassium. Hasil ini sesuai dengan 

validasi pakar bahwa pada daun tersebut memiliki ciri-ciri daun kekurangan 

potasium muncul pada daun yang di tandai oleh pakar. 

   
Gambar 35 Kiri : Sebelum Pengujian, Kanan : Setelah Pengujian Menggunakan 

SSD Mobilenet V2 

Pada gambar 35 arsitektur jaringan SSD mobilenet v2 mampu mengenali objek 

sebagai kekurangan potassium. Hasil ini sesuai dengan validasi pakar bahwa pada 

daun tersebut memiliki ciri-ciri daun kekurangan potasium muncul pada daun yang 

di tandai oleh pakar. 
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Gambar 36 Kiri : Sebelum Pengujian, Kanan : Setelah Pengujian Menggunakan 

SSD Mobilenet V2 

Pada gambar 36 arsitektur jaringan SSD mobilenet v2 mampu mengenali objek 

sebagai daun sehat. Hasil ini sesuai dengan validasi pakar bahwa pada daun tersebut 

memiliki ciri-ciri daun sehat muncul pada daun yang di tandai oleh pakar. 

   
Gambar 37 Kiri : Sebelum Pengujian, Kanan : Setelah Pengujian Menggunakan 

SSD Mobilenet V2 

Pada gambar 37 arsitektur jaringan SSD mobilenet v2 mampu mengenali objek 

sebagai daun kekurangan kalsium. Hasil ini sesuai dengan validasi pakar bahwa 

pada daun tersebut memiliki ciri-ciri daun kekurangan kalsium muncul pada daun 

yang di tandai oleh pakar. 

   
Gambar 38 Kiri : Sebelum Pengujian, Kanan : Setelah Pengujian Menggunakan 

SSDLITE Mobilenet V2 
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Pada gambar 38 arsitektur jaringan SSDLITE mobilenet v2 mampu 

mengenali objek sebagai daun sehat. Hasil ini sesuai dengan validasi pakar bahwa 

pada daun tersebut memiliki ciri-ciri daun sehat muncul pada daun yang di tandai 

oleh pakar. 

Dari hasil testing ini di cocokan dengan data validasi dari pakar sehingga 

rincian hasilnya dapat dapat dilihat pada tabel 12. 

Tabel 12 Hasil Pengujian 

No Image 
Expert 

Identification 

 Detection Result 

SSD 

Mobilenet V2 

Mask RCNN 

Inception V2 

SSDLITE 

Mobilenet V2 

1 DSCN6086 
Calcium 

Deficiency 
T T N 

2 DSCN6126 
Calcium 

Deficiency 
N T N 

3 DSCN6127 
Calcium 

Deficiency 
N T N 

4 DSCN6136 
Calcium 

Deficiency 
N T N 

5 DSCN6144 
Calcium 

Deficiency 
N T N 

6 
Bahtiar-DK-

NIT-(110) 

Nitrogen 

Deficiency 
F T N 

7 
Bahtiar-DK-

NIT-(111) 

Nitrogen 

Deficiency 
F T N 

8 
Bahtiar-DK-

NIT-(113) 

Nitrogen 

Deficiency 
N T N 

9 
Bahtiar-DK-

NIT-(114) 

Nitrogen 

Deficiency 
F T N 

10 
Bahtiar-DK-

NIT-(115) 

Nitrogen 

Deficiency 
F T N 

11 
Bahtiar-DK-

NIT-(116) 

Nitrogen 

Deficiency 
F T N 

12 
Bahtiar-DK-

POT-(107) 

Potassium 

Deficiency 
T F N 

13 
Bahtiar-DK-

POT-(108) 

Potassium 

Deficiency 
T F N 

14 
Bahtiar-DK-

POT-(109) 

Potassium 

Deficiency 
T F N 

15 
Bahtiar-DK-

POT-(110) 

Potassium 

Deficiency 
N F N 

16 
Bahtiar-DK-

POT-(111) 

Potassium 

Deficiency 
N T N 
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17 
Bahtiar-DK-

POT-(33) 

Potassium 

Deficiency 
N T N 

18 DSCN6118 Healthy N T N 

19 DSCN6119 Healthy N T N 

20 DSCN6123 Healthy N T N 

21 DSCN6124 Healthy F T N 

22 DSCN6125 Healthy T T N 

23 DSCN6128 Healthy F T T 

Correct Detection Per Topology 5 19 1 

Incorrect Detection Per Topology 7 4 0 

Not Detected Per Topology 11 0 22 

Testing Accuracy 21,74% 82,61% 4,35% 

      Information :    

T : True Computer Detection    

F : Incorrect Computer Detection    

N : Computer Cannot Detect    

 

Tabel 12 menunjukan perbandingan dua topologi, topologi Mask RCNN 

Inception V2 memiliki hasil akurasi testing tertinggi sebesar 82.61% pada 23 

gambar testing.  Pada gambar dengan identifikasi kekurangan potassium memiliki 

4 kesalahan deteksi. Waktu dan pengambilan pengambilan gambar untuk testing 

sangat mempengaruhi hasil deteksi 

1. Evaluasi Dataset Cabai-Exp-1 Arsitektur Jaringan Mask RCNN 

Inception V2 

Pada bagian ini akan dilihatkan hasil yang telah didapat setelah proses 

evaluasi dataset cabai-exp-1 menggunakan model jaringan Mask RCNN Inception 

V2 selesai dilakukan. mAP yang tersimpan pada log dapat dilihat pada Gambar 39 
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Gambar 39 Grafik mAP Cabai-Exp-1 Mask RCNN Inception V2 

 

Pada Gambar 39 Grafik mAP Cabai-Exp-1 Mask RCNN Inception V2 dilihat 

bahwa nilai akhir mAP yang didapat pada saat pelatihan adalah 0.146 Untuk durasi 

pelatihan dalam menyelesaikan epoch 5.000 adalah 14 menit. 

2. Evaluasi Dataset Cabai-Exp-1 Arsitektur Jaringan SSD Mobilenet V2 

Pada bagian ini akan dilihatkan hasil yang telah didapat setelah proses 

evaluasi dataset cabai-exp-1 menggunakan model jaringan SSD Mobilenet V2 

selesai dilakukan. mAP yang tersimpan pada log dapat dilihat pada Gambar 40 

 

Gambar 40 Grafik mAP Cabai-Exp-1 SSD Mobilenet V2 

 



58 

 

 

 

Pada Gambar 40 Grafik mAP Cabai-Exp-1 SSD Mobilenet V2 dilihat 

bahwa nilai akhir mAP yang didapat pada saat pelatihan adalah 0.1557 Untuk 

durasi pelatihan dalam menyelesaikan epoch 5.000 adalah 19 menit. 

3. Evaluasi Dataset Cabai-Exp-1 Arsitektur Jaringan SSDLITE Mobilenet 

V2 

  Pada bagian ini akan dilihatkan hasil yang telah didapat setelah proses 

evaluasi dataset cabai-exp-1 menggunakan model jaringan SSDLite Mobilenet V2 

selesai dilakukan. mAP yang tersimpan pada log dapat dilihat pada Gambar 41 

 

Gambar 41 Grafik mAP Cabai-Exp-1 SSDLite Mobilenet V2 

 

Pada Gambar 41 Grafik mAP Cabai-Exp-1 SSDLite Mobilenet V2 dilihat 

bahwa nilai akhir mAP yang didapat pada saat pelatihan adalah 0.0588 Untuk durasi 

pelatihan dalam menyelesaikan epoch 5.000 adalah 20 menit. Berikut ini rincian 

hasil pengujian dengan 3 models dengan 5000 epoch menghasilkan mAP yang 

dapat di pada tabel 13 

Tabel 13 Rincian Hasil mAP 

Dataset 
SSD Mobilenet V2 SSDLITE Mobilenet V2 Mask RCNN Inception V2 

mAP (%) Waktu (Menit) mAP (%) Waktu (Menit) mAP (%) Waktu (Menit) 

Cabai-EXP-1 0.1557 19 0.05826 20 0.146 14 

.  
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Berdasarkan tabel 13 SDD Mobilenet V2 memiliki nilai mAP tertinggi dan 

Mask RCNN memiliki waktu tercepat dalam mendeteksi objek secara presisi. mAP 

merupakan salah satu cara untuk evaluasi terhadap suatu model. Nilai mAP berasal 

dari nilai deteksi positif  dibagi semua nilai deteksi positif seperti persamaan 3 

dibawah ini. 

                                                                      (3) 
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KESIMPULAN DAN SARAN 

 

A. Kesimpulan  

Dari peneltian ini diperoleh beberapa kesimpulan yaitu : 

1. Hasil pelatihan dan pengujian menujukan Mask RCNN inception V2 

menjadi model terbaik dari 3 model yang digunakan.  

2. Teknologi deep learning mampu mengenali kekurangan unsur hara tanaman 

cabai berdasarkan citra dengan akurasi 82.61%. Presisi dan waktu 

pengambilan gambar akan mempengaruhi hasil deteksi.  

3. Hasil mAP untuk dataset ini tertinggi sebesar 15.57 %. 

B. Saran  

Adapun saran dari penulis untuk penelitian berikutnya adalah : 

1. Konsep arsitektur jaringan  Mask RCNN dapat dilakukan penelitian lebih 

lanjut yang kompetebel dalam bentuk mobile apps. 

2. Penambahan dataset yang lebih banyak dan dalam beberbagai kondisi cuaca 

(normal, cerah, mendung) serta waktu (pagi, siang, malam) akan 

menghasilnya hasil yang lebih variatif dan akurat. 

3. Modifikasi hyperparameter di masing-masing arsitekur jaringan dapat 

menjadikan penemuan baru untuk hasil inference yang lebih baik   
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